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Введение

Фондовый рынок является одним из ключевых элементов финансовой системы 

всех развитых и развивающихся рынков (Arestis et al., 2001). Важной составля-

ющей для его стабильной и предсказуемой работы выступает законодательное 

регулирование и противодействие манипулированию рынком (John, Narayanan, 

1997). Манипулирование является серьезной проблемой для фондового рынка, 

так как приводит к нерыночному изменению цен на финансовые активы (Spatt, 

2014), подрывает стабильность и эффективность его функционирования, снижает 

доверие к данному финансовому институту со стороны частных инвесторов, со-

ставляющих существенную долю его участников.

За период с 2008 по 2024 г. Центральным Банком Российской Федерации, яв-

ляющимся основным регулятором финансового рыка в России, было выявлено 

более 80 подтвержденных случаев манипулирования акциями по более чем 370 

публичным российским компаниям. Наряду с большим количеством выявленных 

манипуляций актуальность борьбы с ними на российском рынке связана с изме-

нением структуры его участников. Ранее основной объем торгов на российском 

фондовом рынке приходился на профессиональных участников, но начиная 

с 2020 г. начался активный рост доли частных инвестиций, который со временем 

привел к их доминирующему влиянию. В 2024 г. число физических лиц, имеющих 

брокерские счета на Московской бирже (MOEX), превысило 30,7 млн (21% на-

селения страны). За период с 2021 по 2023 г. частные инвесторы вложили в рынок 

акций более 950 млрд рублей, при этом доля частных инвесторов в общем объеме 

торгов за 2021–2024 гг. увеличилась с 40 до 79% (MOEX1). 

Актуальность изучения проблемы манипулирования рынком обусловлена 

и изменением форм манипуляций. В последние несколько лет одной из самой 

распространенных схем манипулирования стала схема pump and dump, которая 

активно реализуется с использованием социальных сетей. Это стало возможно 

благодаря тому, что с распространением влияния социальных сетей сентимент 

частных инвесторов приобретает все большее значение для динамики акций (Cai 

et al., 2024; Gupta et al., 2021).

С развитием методов машинного обучения и искусственного интеллекта ста-

ло появляться все больше исследований (Sridhar, Sanagavarapu, 2021; Uslu et al., 

2021; Tallboys et al., 2022), в которых данные методы используются для выявления 

манипуляций акциями.

Основными отличиями нашего исследования от предыдущих являются:

1 Официальный сайт Московской биржи. Новости и пресс-релизы. Московская биржа подвела 
итоги торгов в феврале 2024 года. URL: https://www.moex.com/n39552, https://www.moex.com/n53950.
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1. Использование большой выборки данных: 866 случаев манипуляций и более 

8700 наблюдений, что позволяет получить более достоверные результаты 

и сделать корректные выводы о достоверности моделей.

2. Разработка авторской модели выявления сентимента на основе метода ма-

шинного обучения catboost, а также использование стеккинговых моделей 

для выявления манипуляций.

3. Учет в классификационных моделях авторского индекса интенсивности 

обсуждения акций в социальных сетях Russian social media intensive index 

(RSMII).

4. Проведение исследования по акциям российского фондового рынка. На те-

кущий момент существует большое количество исследований, посвящен-

ных выявлению манипуляций на фондовом рынке США, Индии, Китая, 

Турции и других развитых и развивающихся стран. При этом исследования 

манипуляций на российском фондовом рынке с использованием методов 

машинного обучения и искусственного интеллекта носят единичный ха-

рактер. Данная работа поможет устранить этот исследовательский разрыв.

Обзор работ по теме исследования

Одно из первых фундаментальных исследований манипулирования акциями 

на фондовом рынке провели в 1992 г. Франклин Аллен и Дуглас Гейл (Allen, Gale, 

1992). Авторы, рассматривая историческую ретроспективу и более ранние публикации 

(Bagnoli, Lipman, 1990; Sobel, 1965; Huebner, 1934; Flynn, 1934), показывают, что про-

блема манипулирования акциями, существовавшая с момента появления фондовых 

бирж, имела три основные формы: манипулирование со стороны крупных акционеров 

(владельцев компаний), манипулирование на основе инсайдерской информации 

и торговые манипуляции (при которых трейдер пытается манипулировать акциями 

исключительно путем их покупки и продажи, не оглашая публично какую-либо 

информацию). Со временем благодаря развитию законодательства, регулирующего 

торговую деятельность, удалось значительно снизить уровень манипуляций крупных 

акционеров и манипуляций, основанных на информации, но по мнению Аллена 

и Гейла торговые манипуляции не потеряли своей актуальности. Их работа имеет 

большое теоретическое значение благодаря тому, что они построили теоретическую 

модель, доказывающую возможность неинформированного трейдера стабильно 

получать прибыль путем манипуляций акциями, хотя на тот момент считалось, что 

в связи с эффективностью рынка данное явление невозможно.

Следующим крупным прикладным исследованием проблемы манипулиро-

вания фондовым рынком является работа Аггарвала и Ву (Aggarwal, Wu, 2006). 

В своей работе они изучают подтвержденные комиссией по ценным бумагам 

и биржам США (SEC) случаи манипулирования фондовым рынком за период 

с 1990 по 2001 г. Выборку для исследования составляют 142 случая. В рамках ис-

следования авторы выдвигают гипотезы относительно увеличения доходности, 

оборота торгов и волатильности манипулируемых ценных бумаг. Для проверки 

гипотез они рассчитывают среднее значение, среднеквадратичное отклонение, 

асимметрию и куртозис для показателей доходности, ликвидности и волатиль-

ности каждой ценной бумаги в период манипуляции, а также за год до и после 

манипуляции. Затем они строят модель линейной регрессии для среднего днев-

ного оборота, доходности и волатильности за период манипуляции, до и после 

манипуляции, которые регрессируются на константу и фиктивную переменную, 

равную единице, для манипулируемых акций. Для неманипулируемых акций ис-

пользуются средний оборот, доходность и волатильность за тот же период, что 
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и по манипулируемым акциям. Результаты регрессии по манипулируемым акциям 

сопоставляются с результатами регрессии для набора из 10 аналогичных акций, 

которые были подобраны исходя из размеров и бета-коэффициентов, которые 

наиболее близки к набору манипулируемых акций. Результаты исследования 

показывают, что: цены на акции растут на протяжении всего периода манипули-

рования и затем падают в период после манипуляций; цены и ликвидность выше, 

когда манипулятор продает, чем, когда он покупает; манипулятор продает, когда 

цены и ликвидность высокие и стабильные, при этом отдача от манипуляций 

тем выше, чем более ликвидна ценная бумага; манипулирование может оказать 

существенное влияние на эффективность фондового рынка.

Проблема манипулирования фондовым рынком и выявления манипулятив-

ных сделок всегда активно обсуждалась и исследовалась различными учеными, 

но большинство работ, написанных до 2010 г., опирались на вышеуказанные 

работы Аллена и Гейла, Аггарвала и Ву, отличались по своему содержанию раз-

мерами исследуемой выборки, странами, перечнем финансовых инструментов, 

но не методологией исследования (Chikwasha, 2009; Mei et al., 2004; Minenna, 2003).

С развитием искусственного интеллекта и методов машинного обучения изучение 

проблемы манипулирования фондовым рынком получило новое перспективное 

направление. Начиная с 2010 г., ученые активно начали применять различные 

методы машинного обучения и искусственного интеллекта для исследования 

случаев манипулирования рынком.

В статье (Sridhar, Sanagavarapu, 2021) реализован механизм выявления мани-

пуляций на фондовом рынке Индии с использованием метода экстремального 

обучения (Extreme Learning Machine, ELMAD). Для обучения модели использу-

ются ежедневные торговые данные Бомбейской фондовой биржи (BSE) для акций 

компаний, в отношении которых Советом по ценным бумагам и биржам Индии 

(SEBI) проводились расследования на предмет манипулирования рынком. Для 

обучения модели используется 4763 единицы данных, для тестирования — 2335. 

Построенная авторами модель показала высокую точность (accuracy), которая 

составила 84,02% и 82,70% для обнаружения манипулирования ценой и объемом 

соответственно, при этом обеспечен низкий уровень ложных срабатываний. Эф-

фективность модели, используемой авторами, можно было повысить благодаря 

большей выборке данных и случаев манипуляций. В статье исследуется всего 16 

подтвержденных случаев манипулирования, а в качестве основы для обучения 

моделей используется 20 переменных, относящихся только к динамике торговых 

показателей торгов. В рамках нашей работы для получения наилучших результатов 

мы будем использовать 25 переменных, включающих не только динамику торго-

вых показателей, но и сигналы технического анализа, а также учет интенсивности 

обсуждения акций в социальных сетях. 

В статье (Uslu et al., 2022) исследуются подтвержденные случаи манипули-

рования акциями на бирже Borsa Istanbul (BIST), которые произошли в период 

с 2010 по 2015 г. Набор данных, использованный в этом исследовании, состоит 

из показателей торгов акций, в отношении которых Советом по рынку капита-

ла Турции (CMB) были установлены факты манипулирования в период с 2010 

по 2015 г. За указанный период авторы нашли 75 акций, в отношении которых 

имело место быть 256 случаев манипулирования, среднее время манипуляции 

составило 66 дней, максимальное время манипуляции — 103 дня, а минимальное 

время манипуляции — 5 дней. Всего в итоговую выборку для исследования попало 

2671 единица данных за период манипуляций и 5342 единицы данных за немани-

пулируемый период, которые были разделены в пропорции 70/30 для обучения 
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и тестирования моделей соответственно. В рамках исследования были построе-

ны модели с использованием различных методов машинного обучения, а также 

собственная модель авторов, которая использовала комбинацию вышеуказанных 

методов. Результаты исследования показали, что все контролируемые методы 

машинного обучения успешно обнаруживают торговые манипуляции; авторская 

модель показывает наилучшие результаты по сравнению с классическими мето-

дами машинного обучения (дерево решений (DT), логистическая регрессия (LR), 

метод K-ближайших соседей (KNN), случайный лес (RF), наивный байесовский 

метод (NB), метод опорных векторов (SVM), что подтверждается показателями 

надежности модели: F1 — 91%, accuracy — 93%. Несмотря на отличные резуль-

таты, полученные авторами данного исследования, стоит отметить, что в работе 

в качестве индикаторов для определения манипуляций используются только по-

казатели динамики торгов и не учитываются дополнительные факторы, такие как 

сигналы технического анализа или сентимент частных инвесторов в социальных 

сетях, которые могли бы улучшить качество модели и позволили улучшить ее 

надежность. В рамках нашего исследования в модели классификации наравне 

с торговыми показателями включаются индикаторы технического анализа, а также 

индекс интенсивности обсуждений акций.

В табл. 1 указан дополнительный список работ, посвященных выявлению 

манипуляций на фондовом рынке и используемых в качестве теоретической базы 

для настоящего исследования.

Таблица 1

Работы, посвященные исследованиям торговых манипуляций фондовым рынком с использованием 
методов машинного обучения

Авторы Рынок Исследуе-
мый период

Размер выборки,
в скобках — количе-
ство фактов манипу-

ляции

Используемые 
методы

Наиболее 
эффектив-
ный метод

1. Hulisi et al. 

(2010)

Turkey 1995–2004 667 (222) MDA, LR, ANN, 

SVM

MDA

2. Golmohammadi 

et al. (2014)

USA 2003 137 373 (6685) CART, Conditional

inference trees, C5.0, 

Random Forest, 

Naive Bayes, Neural 

Networks, SVM and 

KNN

Naive 
Bayes

3. Li et al. (2017) China 2013–2016 4593 (919) KNN, DTC, LDA, 

QDA, LR, ANN, 

SVM

KNN, DT

4. Islam et al. 

(2019)

USA 1996–2018 7988 (1198) LSTM RNN –

 5. Liu et al. (2021) China 2014–2016 6720 (249) SVM, LR, Borderline 

SMOTE–SVM, 

Borderline SMOTE–

LR

Borderline 
SMOTE–

SVM

6. Youssef et al. 

(2021)

USA 2012–2019 278 000 (909) XGBoost, KNN & 

SVM

XGBoost

7. Herrera et al. 

(2022)

Spain 2004–2018 151 (20) Random Forest, 

GLM, Gradient 

Boosting Machine 

and Deep Neural 

Networks

All eff ective
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В России тематика выявления манипуляций на фондовом рынке с использо-

ванием методов искусственного интеллекта изучена слабо, что является одной 

из предпосылок к проведению нашего исследования и закрытию этого пробела. 

Еще одним значимым отличием настоящей работы от предыдущих исследований 

является применение в модели не только рыночных показателей торгов акциями, 

но и сигналов технического анализа, а также учет интенсивности обсуждения 

акций в социальных сетях. В большинстве работ по выявлению манипулирова-

ния акциями авторы стараются сконцентрироваться на выявлении только одного 

из типов манипуляций, а иногда и на одной конкретной схеме манипулирования, 

например есть большой ряд исследований по выявлению схемы «pump and dump». 

Одним из отличий нашей работы является то, что в выборку исследуемых случаев 

манипуляций попали сразу несколько типов манипуляций: торговые манипуля-

ции и манипуляции на основе информации. Помимо использования нескольких 

традиционных моделей машинного обучения, таких как логистическая регрессия 

и градиентный бустинг, в работе также разработана собственная авторская модель 

определения манипуляций на основе библиотеки Autobinary.

Гипотезы исследования

Согласно гипотезе эффективного рынка, выдвинутой Fama (1965), доступная 

инвесторам информация о компании находит отражение в ценах акций. При 

этом доказано, что часть инвесторов, обладающих закрытой «инсайдерской» 

информацией, может получить дополнительную доходность за счет совершения 

сделок в период, пока эта информация не стала общедоступной. В случаях ма-

нипулирования рынком участникам необязательно обладать закрытой инфор-

мацией, так как своими действиями они пытаются создать иллюзию обладания 

такой информацией и спровоцировать нерыночный рост или падение котировок 

отдельных компаний. Это позволяет им получить дополнительную прибыль, 

которую они не смогли бы получить в случае обычной торговли. Таким образом, 

их действия нарушают эффективность рынка и приводят к убыткам со стороны 

других участников торговли, которые не участвуют в манипуляции.

В последние годы ученым удалось получить значительные положительные 

результаты в выявлении манипуляций на фондовом рынке с использованием ме-

тодов искусственного интеллекта и машинного обучения. В работе (Liu et al., 2021) 

проверялись модели выявления манипуляций на рынке Китая на основе более 25 

признаков, среди которых торговые показатели акций, рыночные индикаторы, 

фундаментальные показатели компаний и настроений инвесторов в социальных 

сетях. Авторами были построены 4 модели, наиболее эффективной из которых 

оказалась модель Borderline SMOTE–SVM с показателем aсcuracy, равным 98,3%, 

и показателем ROC AUC 84,4%.

В связи с вышесказанным в рамках исследования выдвигаются следующие 

гипотезы:

 Гипотеза 1. Методы машинного обучения и искусственного интеллекта позволяют 
эффективно выявлять манипуляции на российском фондовом рынке.

В исследовании (Uslu et al., 2022), посвященном выявлению манипуляций 

на Стамбульской фондовой бирже, использованы 7 моделей машинного об-

учения, в том числе 1 авторская модель. Авторская модель предполагает поиск 

наилучшего из традиционных методов машинного обучения (DTC, LR, KNN, 

RF, NB, SVM) для каждой из объясняющих переменных и объединение (стек-

кинг) моделей с целью итогового прогнозирования манипуляций. Наибольшую 
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эффективность показала авторская модель с показателями надежности aсcuracy 

93% и F-1 score 91%. На основании этой и ряда других работ (Mili et al., 2024), 

в которых авторам удалось достигнуть улучшения показателей надежности моде-

лей за счет использования метода стеккинга или объединения несколько методов 

машинного обучения на одном из уровней работы своих моделей, нами выдви-

гается следующая гипотеза: 

Гипотеза 2. Модели, использующие несколько алгоритмов машинного обучения, 
позволяют лучше определять факт наличия манипуляций по сравнению со стандарт-
ными моделями машинного обучения.

В последние годы множество работы (Xu et al., 2024; Niu et al., 2023; Liu et al., 

2021) посвящены исследованию влияния индексов сентимента и интенсивности 

обсуждения акций на результаты моделей выявления рыночных манипуляций. 

В работе (Liu et al., 2021) авторы включили индикаторы настроений рынка 

в модели SVM и Borderline SMOTE–SVM, благодаря чему смогли улучшить про-

изводительности обоих моделей. Для модели SVM показатель True positive rate 

увеличился с 47,62 до 57,69%, F-score вырос с 62,50 до 68,70%, а площадь под 

кривой ROC-AUC выросла с 71,13 до 77,39%. Для модели Borderline SMOTE–

SVM показатель True positive rate увеличился с 66,15 до 69,23%, F-score вырос 

с 73,50 до 76,27%, а площадь под кривой ROC-AUC выросла с 83,74 до 84,44%. 

На основании ранее проведенных исследований в этой области мы выдвигаем 

следующую гипотезу:

Гипотеза 3. Учет интенсивности обсуждений акций в социальных сетях позво-
ляет улучшить надежность моделей выявления манипуляций акциями на российском 
фондовом рынке.

В рассмотренных раннее исследованиях (Xu et al., 2024; Niu et al., 2023; Liu et 

al., 2021) авторам удается достигнуть значительного улучшения значений надеж-

ности моделей за счет добавления в них индекса сентимента. При этом все модели 

выявления манипуляций строятся на основании данных о торговых показателях 

компаний за определенный период. Сам факт наличия интенсивного обсуждения 

акций отдельной компании не позволяет сделать достоверных выводов о наличии 

или отсутствии манипуляции, но судя по результатам предыдущих исследований 

позволяет улучшить производительность моделей классификации. Для опреде-

ления места и значимости интенсивности обсуждения акций конкретной ком-

пании на показатели надежности моделей выявления манипуляций нами была 

сформулирована следующая гипотеза:

Гипотеза 4. При построении моделей искусственного интеллекта для выявления 
рыночных манипуляций главную роль играют торговые показатели компаний и по-
строенные на их основе индикаторы технического анализа, а не показатели интен-
сивности обсуждения акций в социальных сетях.

Методология

В рамках исследования мы рассматриваем все официальные случаи манипули-

рования рынком, которые были выявлены и подтверждены Центральным Банком 

Российской Федерации (ЦБ РФ), а также потенциальные случаи манипулиро-

вания рынком, которые были выявлены нами путем мониторинга публикаций 

в социальных сетях и нестандартного отклонения торговых показателей акций 

российских компаний.

Всего за период с 2010 по 2024 г. ЦБ РФ было выявлено 167 случаев манипу-

лирования рынком и неправомерной инсайдерской торговли, из которых 159 

случаев относятся непосредственно к манипулированию рынком (77 случаев 
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манипулирования акциями и 82 случая манипулирования облигациями и паями 

инвестиционных фондов).

Так как мы рассматриваем только манипулирование акциями, нами были ото-

браны все подтвержденные ЦБ РФ случаи манипулирования акциями (табл. 2).

Таблица 2

Статистика по случаям манипуляций, выявленных ЦБ РФ

Количество случаев 
подтвержденных 

манипуляций 
акциями

Количество 
эмитентов 

манипулируе-
мых акций

Минимальное ко-
личество эмитен-
тов акций в кейсе 
с манипуляцией

Максимальное ко-
личество эмитен-
тов акций в кейсе 
с манипуляцией

Период ма-
нипуляций, 

годы

Среднее 
время 

манипуля-
ций, дни

77 370 1 62 2008–2022 527

Из табл. 2 видно, что в среднем на каждый случай манипулирования при-

ходилось около 5 эмитентов акций, а период манипуляций превышал 500 дней. 

Это связано с методикой, по которой ЦБ публикует информацию о выявленных 

манипуляциях: указывается весь объем совершения противоправных сделок, без 

уточнения количества и конкретных дат совершения сделок по каждой компании-

эмитенту акций. Таким образом, за период манипуляций длиною 2 года, в котором 

фигурирует 10–15 компаний, может оказаться, что по отдельным бумагам сделки 

совершались только несколько раз и в один конкретный месяц.

Для построения модели выявления манипуляций нами были отобраны (табл. 3) 

только случаи манипулирования, удовлетворяющие следующим критериям:

1. Период манипуляций четко определен и не превышает 60 дней.

2. Количество манипулируемых акций не превышает 3.

Введение дополнительных критериев отбора необходимо для создания опре-

деленности и удаления из нее некачественных данных, которые не позволяют 

однозначно понять, когда и какими акциями манипулировали и, следовательно, 

не могут быть применимы для построения модели выявления манипуляций.

Таблица 3

Статистика по выявленным ЦБ РФ случаям манипулирования, удовлетворяющим критериям отбора 
настоящего исследования

Количество случаев 
подтвержденных 

манипуляций 
акциями

Количество 
эмитентов 

манипулируе-
мых акций

Минимальное ко-
личество эмитен-
тов акций в кейсе 
с манипуляцией

Максимальное ко-
личество эмитен-
тов акций в кейсе 
с манипуляцией

Период ма-
нипуляций, 

годы

Среднее 
время 

манипуля-
ций, дни

13 13 1 1 2010–2022 28

После очистки данных от неточно описанных кейсов манипулирования по-

явилась другая проблема — достаточность данных для обучения модели. Обучение 

модели на 13 случаях манипулирования за 12 лет нецелесообразно, так как ее 

последующую неэффективность можно предсказать на уровне здравого смысла.

Для решения проблемы недостаточности данных нами было принято решение 

обогатить выборку потенциальными случаями манипулирования акциями с ис-

пользованием социальных сетей. С помощью мониторинга социальных сетей, 

форумов инвесторов и динамики торговых показателей отдельных компаний мы 

отобрали подозрительные периоды торговой активности по отдельным акциям, 

которые потенциально могли быть манипулятивными.

Большинство из самостоятельно выбранных кейсов потенциального манипу-

лирования имеют признаки схемы pump and dump («накачка и сброс»), которая 
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является одной из самых распространенных среди недобросовестных инвесторов 

со всего мира (Nam, Skillicorn, 2023).

Суть схемы «накачка и сброс» заключается в искусственном разгоне котировок 

отдельных компаний, создания интереса к компаниям у других инвесторов и по-

следующей быстрой продаже всех позиций с целью получения прибыли. Данная 

схема обычно используется в отношении низколиквидных компаний второго 

и третьего эшелона, по которым возможно создание быстрого роста цены за счет 

низкой торговой активности.

Ограниченный пул участников рынка имеет возможность быстро разогнать 

цены акций благодаря выставлению большого количества заявок на покупку 

акции (Leangarun et al., 2018). Далее информация об аномальных объемах и росте 

котировок попадает в общее информационное поле инвесторов, вызывая у них 

повышенный интерес к активу, особенно когда схема pump and dump проводится 

в преддверии каких-то корпоративных событий. Часть обычных инвесторов на-

чинают также активно покупать акции компании, а организаторы схемы pump 

and dump начинают резко сокращать свои позиции. В результате схемы все из-

начальные участники схемы получают прибыль, а многие частные инвесторы, 

которые недавно приобрели акции, не понимают, чем вызвано стремительное 

падение котировок и оказываются вынуждены продавать свои позиции, чтобы 

минимизировать убытки, но по итогу все равно теряют часть своих денег.

Рассмотрим на конкретных примерах механизм потенциального манипули-

рования акциями российских компаний на примере публикаций одного из по-

пулярных Телеграм-каналов российских частных инвесторов.

Стоит сделать оговорку, что у нас нет доступа к данным брокерских компа-

ний и Московской биржи, поэтому мы не можем достоверно утверждать, что 

ограниченный круг инвесторов систематически получают сверхприбыль за счет 

манипулирования рынком, поэтому наше предположение об участии в сделках 

закрытого клуба инвесторов и администрации Телеграм-каналов являются лишь 

гипотезой, которую мы выдвигаем на основании анализа активности в социальных 

сетях и динамики торговых показателей компаний.

Случаи манипулирования были выбраны методом кейсового анализа. Нами 

проанализированы публикации наиболее популярных инвестиционных Телеграм-

каналов российских инвесторов, которые публикуют торговые идеи, и последующее 

поведение торговых показателей компаний. Установлено, что в течение периода 

от 2 до 4 торговых дней, предшествующих публикации торговых идей в открытом 

доступе, происходит накопление позиций закрытым пулом инвесторов (участники 

закрытого Телеграм-сообщества и администрации Телеграм-каналов), в дальнейшем 

в течении 1–3 дней данные позиции закрываются и, таким образом, ограниченному 

кругу инвесторов удается получать доходность выше рыночной. В это же время 

обычные частные инвесторы, которые покупают активы сразу после публикации 

идеи, также могут заработать за счет разгона динамики цен акций, но если по-

зиции, открытые участниками, которые получили доступ к информации раньше, 

будут закрываться быстро, то все частные инвесторы, получившие информацию 

позже, в конечном итоге либо не заработают, либо закроют позиции с убытком.

Как можно увидеть на рис. 1, в период с 26 по 30 апреля происходит накопление 

объемов за счет постепенной покупки акций участниками закрытого сообщества. 

В первый раз торговая идея покупки акций Софтлайн (MOEX:SOFT) публикуется 

в открытом канале 30 апреля, и сразу же на бирже появляются объемы на покупку 

со стороны участников рынка, которые видят эту идею впервые. На противо-

положной стороне осуществляются продажи со стороны участников закрытого 
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сообщества, которые в последние несколько дней покупали акции компании 

и готовы зафиксировать прибыль в 8–13%. После сильного импульса продаж 

акции продолжают продаваться более медленно, и цена корректируется вплоть 

до повторной публикации торговой идеи 2 мая. В период со 2 по 5 мая цена акций 

находится в горизонтальном коридоре, пока после очередной публикации идеи 

6 мая она снова не начинает стремительно расти. В этот момент часть инвесторов 

закрытого канала, а также тех, кто успел набрать позиции после публикаций в от-

крытом канале, начинают активно продавать, и цена акции снова корректируется. 

За наблюдаемый период в 9 торговых дней цена акции увеличивается на 12,9%, 

а объемы торгов вырастают в 4 раза по сравнению с аналогичным торговым пе-

риодом до начала реализации схемы pump and pump.

Рис. 1. Кейс потенциальной схемы pump and dump в акциях компании Софтлайн (MOEX:SOFT) 
в период с 26 апреля по 9 мая 2024 г.

Для выбора всех потенциальных случаев манипулирования с использованием 

схемы pump and dump, которые будут включены в итоговую модель выявления 

манипуляций на российском фондовом рынке, мы проделали следующие шаги:

1. Отобрали Телеграм-каналы финансово-экономической тематики, наи-

более популярные среди российских частных инвесторов (Приложение А). 

2. Проанализировали характер публикаций выбранных Телеграм-каналов 

и выбрали три Телеграм-канала, в которых явным образом выделяются 

торговые идеи: в публикациях торговых идей есть специальные теги «идея», 

«торговая идея», либо фигурируют слова «рекомендация», «рекомендуем», 

«покупка», «покупать».

3. С помощью Python и API Телеграм произвели парсинг публикаций выбран-

ных Телеграм-каналов за период с апреля 2017 г. (дата создания первого 

из каналов) по апрель 2024 г. Всего собрано 94 300 публикаций.

4. Провели очистку выбранных публикаций с целью выбора только инвести-

ционных идей, которые могли быть использованы участниками рынка как 

сигнал на покупку акций:

• исключили из выборки все сообщения, которые не были отмечены 

ключевыми словами «идея», «инвестиционная идея», «рекомендация», 

«оценка»;

• исключили из выборки все публикации, не относящиеся к российским 

компаниям и не торгующимся на Московской бирже (MOEX);

65Выявление манипуляций на российском фондовом рынке с использованием...



• удалили инвестиционные идеи, направленные на short (продажу акций), 
так как данная торговая стратегия не свойственна широкому кругу 
российских инвесторов;

• удалили все дублирующиеся сообщения, повторные публикации одной 
торговой идеи за короткий срок;

• удалили все сообщения, в которых говорилось о закрытии торговых идей, 
так как к моменту закрытия весь потенциал был либо уже реализован, 
либо стратегия не сработала и ожидаемый pump цены акций не состоялся.

В результате нами были выбраны и дополнительно включены в обучающую 
выборку 853 случая потенциального манипулирования акциями по схеме pump 
and dump. Таким образом, общее число случаев манипуляций, включенных в об-
учающую выборку, составило 866.

После получения всех потенциальных случаев манипулирования акциями мы 
собрали датасет с торговыми показателями компаний и разметили его на мани-
пулируемые и нормальные торговые периоды. Процесс сбора и разметки данных 
производился в пять этапов:

1 этап — определение периодов наблюдений и разметка данных на манипу-
лятивные и нормальные.

Для случаев манипулирования, выбранных ЦБ РФ: период наблюдений равен 
количеству дней манипуляций и аналогичные по продолжительности периоды до/
после манипуляций. Периоды манипуляций размечаются как манипулятивные, 
периоды без манипуляций как нормальные.

Для случаев потенциального манипулирования, выбранных нами самостоятель-
но на основе мониторинга публикаций в социальных сетях: период манипуляций 
равен дню публикации сообщения (торговой идеи) в открытом доступе плюс 3 дня 
до и 3 дня после манипуляций, нормальным периодом считаем 7 торговых дней 
до публикации сообщения и 7 дней после.

Всего в итоговую выборку включено 8731 наблюдение: 4259 манипулятивных 
дней и 4472 нормальных торговых дня. 

2 этап — сбор торговых показателей по акциям каждой компании, попавшей 
в итоговую выборку. 

С помощью языка программирования python произведен парсинг дневных 
торговых показателей акций компаний (цены открытия и закрытия торгов, ми-
нимальная и максимальная цена за торговый период, объемы торгов) за интере-
сующий период. Всего было собрана информация по 8731 торговому дню.

3 этап — сбор дополнительных торговых индикаторов для последующего до-
бавления в модель. Всего было собрано три группы индикаторов:

 — показатели, характеризующие динамику изменения торговых показателей 
по дням: процентное изменение цены акций за день (разница между ценой 
открытия и закрытия), отношение разницы максимальной и минимальной 
цены за день к цене закрытия, процентное изменение цены акций относи-
тельно предыдущего торгового дня, процентное изменение объема торгов 
относительно предыдущего торгового дня;

 — технические индикаторы: процентные изменения экспоненциальных 
скользящих средних за 12 и 26 дней, быстрая MACD, сигнальная MACD, 
Stohastic, Momentum, RSI;

 — сигналы на покупку и продажу акций, на которые указывают технические 
индикаторы: RSI, MACD, Momentum, Stohastic, EMA.

4 этап — сбор сообщений в социальных сетях (не только потенциально ма-
нипулятивные сообщения, а все публикации по компаниям) для анализа интен-
сивности обсуждения отдельных компаний в дни манипуляций и в нормальные 

торговые дни.
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Для сбора сообщений использовались наиболее популярные социальные сети, 

в которых получают информацию и общаются российские частные инвесторы: 

социальная сеть «Тинькофф Пульс» и Телеграм.

По социальной сети «Тинькофф Пульс» собирались все публикации за период 

с сентября 2019 по май 2024 г., в которых фигурировали название или тикеры 

компаний, которые попали в итоговую выборку нашего исследования (116 рос-

сийских компаний). Всего собрано 650 642 публикации.

В социальной сети Телеграм произведен сбор сообщений из 10 наиболее попу-

лярных каналов инвестиционной тематики (приложение А), которые с периодич-

ностью не реже 1 раза в неделю публикуют торговые идеи. Общая аудитория всех 

каналов составляет более 1 миллиона человек. Всего собрано 130 242 сообщения 

за период с апреля 2017 по май 2024 г. C помощью специально подготовленного 

словаря каждое сообщение было размечено и ему присвоен тикер конкретной 

компании. В финальную выборку попали только сообщения по компаниям, 

которые фигурируют в исследовании, всего 48 848 публикаций.

Для каждого сообщения из социальной сети «Тинькофф Пульс» и Телеграм был 

рассчитан индекс внимания, характеризующий его значимость и отражающий, 

какой охват получило данное сообщение. Далее каждый из индексов был про-

суммирован с группировкой по дням. Индексы рассчитываются по следующим 

формулам:

 TgIndex = Σ((NViews/1000) + Nrepost / (Nviews*RepostFreq)), (1)

где Σ — суммирование значений индекса внимания для каждого сообщения 

по отдельной компании-эмитенту акций за определенный период (день), NViews — 

количество просмотров сообщения, NReposts — количество репостов, RepostFreq — 

средний процент переадресованных сообщений по отношению к просмотрам 

в данной социальной сети.

 PulseIndex = Σ((NLikes / 1000) * NComments), (2)

где NLikes – количество любых реакций на публикацию в социальной сети, 
NComments — количество комментариев к сообщению.

Далее каждый из индексов группируется по торговым дням для каждой акции 

и вычисляется итоговое значение авторского индекса внимания RSMII (Russian 

social media intensive index):

 RSMII = TgIndex + PulseIndex. (3)

5 этап — торговые показатели и индикаторы, сигналы технического анализа 

и индексы обсуждаемости акций в социальных сетях по каждой компании объ-

единены в единый датасет. Построены и оценены классификационные модели: 

логистической регрессии, градиентного бустинга с помощью модели CatBoost 

от Яндекса, стеккинг моделей логистической регрессии и градиентного бустинга, 

а также авторская модель на основе библиотеки Autobinary.

Для оценки качества надежности моделей выбраны следующие метрики:

Accuracy — показатель, который описывает общую точность предсказания 

модели по всем классам. Рассчитывается как отношение количества правильных 

прогнозов к их общему количеству.

Recall — указывает на долю правильно найденных положительных объектов 

(манипуляций) среди всех объектов положительного класса.
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Precision — представляет собой отношение числа наблюдений, верно класси-

фицированных как Positive, к общему числу наблюдений с меткой Positive (рас-

познанных правильно и неправильно). Precision измеряет точность модели при 

определении класса Positive.

F1-score — среднее гармоническое значение показателей Recall и Precision. Это 

сбалансированная мера как ложноположительных, так и ложноотрицательных 

результатов.

AUC-ROC — определяется как площадь под ROC-кривой. ROC-кривая по-

казывает соотношение доли ложноположительных результатов (ось x) и доли 

истинно положительных результатов (ось y) для ряда различных пороговых 

значений в диапазоне от 0,0 до 1,0. Другими словами, она показывает соотно-

шение доли ложных срабатываний и доли правильных прогнозов. Эта кривая 

позволяет понять, возможно ли распределение по классам, и показывает, до-

статочно ли хороши данные, чтобы можно было четко различить прогнозиру-

емые результаты.

Перечень прогнозируемых и объясняющих переменных приведен в табл. 4.

Таблица 4

Переменные, используемые для построения прогнозных моделей

Название пере-
менной

Описание Исследования, в которых 
применялась переменная

Объясняемая переменная

Manipulation Факт наличия или отсутствия манипуляций за опреде-

ленный торговый период (в рамках текущего исследо-

вания — день)

Golmohammadi et al. (2014); 

Rizvi et al. (2020); Leangarun 

et al. (2016); Liu et al. (2021); 

Uslu et al. (2022) 

Авторский индекс интенсивности обсуждения акций в социальных сетях

RSMII Russian social media intensive index — индекс интенсив-

ности обсуждения акций в социальных сетях, учиты-

вающий уровень внимания инвесторов в социальных 

сетях Тинькофф Пульс и Телеграм

–

Контрольные переменные — р ыночные показатели торгов

High-Low Close Разница между максимальной и минимальной ценой 

акции за день, в % выражении относительно цены от-

крытия торгов

Liu et al. (2021); Uslu et al. 

(2022)

Price Change 

Day

Разница между ценой открытия и закрытия за торговый 

период — день, в % выражении

Liu et al. (2021); Uslu et al. 

(2022)

Price Change 

Previous Day

Разница между ценами закрытия текущего и предыду-

щего торговых дней, в % выражении

Liu et al. (2021); Uslu et al. 

(2022)

Volume Change Разница между объемами торгов за текущий и предыду-

щий торговые дни, в % выражении

Liu et al. (2021); Uslu et al. 

(2022) 

Контрольные переменные — сигналы, которые дают технические индикаторы акций

EMA Экспоненциальная скользящая средняя Phuoc et al. (2024); 

Cavalcante et al. (2016)

MACD Пересечение двух скользящих средних цены акции Phuoc et al. (2024); 

Cavalcante et al. (2016)

Momentum Технический индикатор Momentum Dien Giau Bui et al. (2023)

Stohastic Стохастический осциллятор Neely et al. (2014)

RSI Индекс относительной силы Phuoc et al. (2024); 

Cavalcante et al. (2016)
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Выборка данных

Выборка включает 114 компаний российского рынка, по которым был хотя бы 

один подтвержденный случай манипулирования акциями Центральным Банком 

Российской Федерации за период с 2012 по 2024 г., а также потенциальные случаи 

манипулирования, которые были самостоятельно выявлены в рамках исследования 

путем кейсового анализа. Рассматриваемые компании представляют 34 различные 

отрасли. Данные по всем компаниям являются полными, выборка сбалансиро-

вана. Для сбора информации использовались парсеры данных, которые были 

написаны на языке Python специально для проведения данного исследования, 

а также парсер торговых показателей по каждой компании с базы данных fi nam.ru.

Исследование производится на дневном интервале (таймфрейме) и включает 

в себя 8 731 наблюдение. 

Для построения индекса интенсивности обсуждения акций в социальных сетях 

используются сообщения из социальных сетей «Пульс» и «Телеграм». Данные 

из социальной сети «Пульс» собраны за период с сентября 2019 по май 2024 г. годы 

и включают в себя 650 642 наблюдения. Данные из социальной «Телеграм» собра-

ны за период с апреля 2017 по май 2024 г. и включают в себя 130 242 сообщения. 

Прогнозирование доходности акций оценивается по двум выборкам: обучающей 

и тестовой, разделенными случайным образом на 75 и 25% данных соответственно.

В табл. 5 представлены описательные статистики по выборке.

Таблица 5

Описательные статистики за период с 2012 по 2024 г.

Переменная Число 
наблюдений

Среднее Минимальное 
значение

Максимальное 
значение

Стандартное 
отклонение

High-Low Close 8731 0,037 0,000 1,187 0,041

Price Change Day 8731 0,002 –0,407 3,845 0,074

Price Change Previous Day 8731 0,003 –0,4711 1,159 0,033

Volume Change 8731 0,665 –0,997 802,364 10,133

EMA12 growth 8731 0,002 –0,149 0,124 0,009

EMA26 growth 8731 0,002 –0,072 0,066 0,006

MACD 8731 8,995  –3022,853 2395,271 140,475

Momentum 8731 0,766 0,000 1,918 0,447

Stohastic 8731 0,341 0,000 1,000 0,413

RSI 8731 41,977 0,000 99,875 32,064

RSMII 8731 31,452 0,000 2999,900 83,844

Результаты моделирования

Для проверки первой гипотезы нами были построены модели на основе клас-

сических методов машинного обучений — логистической регрессии и градиент-

ного бустинга. Использованы две модели градиентного бустинга — классический 

CatBoostClassifi er и авторская модель CatBoostCustom, использующая большее 

количество слоев обучения и учитывающая взаимосвязь всех факторов модели. 

В модели CatBoostCustom используется девять слоев обучения, а также алго-

ритм обратного «жадного» отбора (Backward selection) признаков для решения 

задачи классификации. Backward selection подразумевает, что обучение модели 

69Выявление манипуляций на российском фондовом рынке с использованием...



начинается с набора, состоящего из всех признаков, а далее при каждой итерации 

определяется и убирается худший признак, оказывающий минимальное влияние 
на производительность модели. Как можно увидеть по результатам на рис. 2, луч-
шие показатели надежности продемонстрировали модели градиентного бустинга 
CatBoostClassifi er и авторская модель CatBoostCustom. На обучающей выборке 
наиболее эффективной оказалась модель CatBoostClassifi er, более 90% надежности 
по всем метрикам. На тестовом множестве по всем метрикам, кроме AUC-ROC, 
наиболее эффективна модель CatBoostCustom. Основной показатель, по которому 
оцениваем надежность модели, — это площадь под кривой AUC (AUC-ROC), так 
как она отражает итоговую комплексную оценку в качестве одной легко интерпре-
тируемой метрики. Для модели CatBoostClassifi er значение показателя составило 
0,9781 на обучающей выборке и 0,8429 на тестовой выборке, для CatBoostCustom 
0,9399 и 0,8114, соответственно. Текущие значения показателя ROC-AUC указывают 
на то, что построенные модели могут правильно классифицировать более 81% по-
тенциальных случаев манипулирования рынком, что является высоким показателем 
надежности модели и позволяет подтвердить первую гипотезу нашего исследования.

Высокие показатели надежности моделей подтверждают, что модели искусствен-
ного интеллекта и машинного обучения могут активно применяться для выявления 
случаев манипулирования на фондовом рынке. Для фондовых бирж и финансовых 
регуляторов различных стран применение моделей искусственного интеллекта может 
позволить не только находить схемы манипуляций, которые являются формализо-
ванными и хорошо изученными, но также новые формы и методы манипуляций, 
например манипуляции с использованием форумов и социальных сетей.

Сравнение результатов построенных моделей с работами других ученых (Liu 
et al., 2021) также свидетельствуют об их высокой эффективности. Так, в работе 
(Liu et al., 2021) авторами были построены 4 модели выявления манипуляций ак-
циями, по которым удалось достичь следующих значений показателя AUC-ROC: 
SVM — 77,3%, Logistic — 60,8%, Borderline SMOTE–SVM — 84,4%, Borderline 
SMOTE–logistic — 66,3%. В рамках настоящей работы мы получили более высо-
кие показатели надежности AUC-ROC, максимальное значение которого было 
достигнуто для модели CatBoostClassifi er: 97,8 и 84,3% на обучающей и тестовых 
выборках соответственно.
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Рис. 2. Показатели надежности моделей на обучающих и тестовых данных

Источник: составлено автором.
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Для проверки второй гипотезы нами был применен стеккинг (метод объ-
единения) моделей логистической регрессии и градиентного бустинга. В рамках 
стеккинга данные разбиваются на обучающий и тестовый датасеты. Далее с по-
мощью k-fold кросс-валидации обучающий датасет разбивается на k-частей. Базовая 
модель обучается на k-1 частях и делает прогноз на оставшемся. Данная процедура 
повторяется для каждой части, и в итоге получится вектор, состоящий из k-fold 
прогнозов и используемый как новый признак. Предыдущие шаги повторяются для 
каждой базовой модели, и формируется набор признаков, состоящих из прогнозов 
базовых моделей, к которым добавляется целевая переменная y_train из исходного 
обучающего датасета. Базовые модели также обучаются на всем обучающем дата-
сете, после чего делается прогноз на тестовых данных. На полученных датасетах 
обучается итоговая объединенная модель, и производится финальный прогноз.

На рис. 3 представлено сравнение результатов стеккинг модели с моделями, по-
строенными для проверки предыдущих гипотез. Стеккинг модель показала лучшие 
результаты по всем показателям надежности на обучающем датасете, в том числе 
по самому важному из оцениваемых показателей AUC-ROC: 0,9869, что на 0,9% боль-
ше второй по эффективности модели CatBoostClassifi er. На тестовом датасете по по-
казателям accuracy, recall, precision, F1 score объединенная модель уступила моделям 
CatBoostClassifi er и CatBoostCustom, а показатель AUC-ROC объединенной модели 
оказался ниже только соответствующего показателя модели CatBoostClassifi er (на 1,6%).

Более низкие показатели надежности на обучающем датасете для стеккинг 
модели могут объясняться недостаточным объемом данных в обучающем датасете, 
но по показателям на тестовом датасете и по важнейшему показателю качества 
моделей AUC-ROC на обоих датасетах можно утверждать, что гипотеза о более 
высокой эффективности стеккинговой модели по сравнению с классическими мето-
дами машинного обучения нашла свое подтверждение.

К похожим результатам приходят в своих работах и другие исследователи. В работе 
(Uslu et al., 2022) авторы сравнивают эффективность 6 моделей машинного обучения 
(DTC, LR, KNN, RF, NB, SVM) с авторской моделью, использующей метод стек-
кинга и объединяющей в себе все модели. Авторская модель показала следующие 
показатели надежности: aсcuracy = 93%, что на 3,3% выше второй по эффективности 
модели; F-1 score = 91%, что на 7,0% выше второй по эффективности модели.
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Рис. 3. Сравнение показателей надежности исходных моделей со стеккинг моделью 

на тренировочных и тестовых данных

Источник: составлено автором.
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Так как по большинству показателей надежности на обучающей и тестовой 

выборках стеккинг модель показала наилучшие результаты, можно рекомендо-

вать ее применение для выявления классификационных задач по выявлению 

манипуляций. Полученные результаты приводят к выводу, что стеккинговые 

модели способны выявлять больше паттернов поведения в изменении торговых 

показателей и иных переменных, а значит позволяют охватить более широкий 

круг разновидностей манипуляций и должны применяться в их выявлении.

Для проверки 3-й гипотезы о влиянии учета интенсивности обсуждений 

акций в социальных сетях на показатели надежности моделей выявления ма-

нипуляций нами были заново построены все модели с добавлением индекса 

RSMII. Как видно из результатов оценки надежности моделей (рис. 4), до-

бавление индекса интенсивности обсуждений RSMII позволило улучшить 

показатель ROC-AUC для всех моделей на обучающем и тестовом датасетах. 

Наибольшего улучшения качества удалось достичь для модели логистической 

регрессии и CatBoostCustom: на обучающем датасете ROC-AUC улучшились 

на 2,2 и 3,2%, а на тестовой выборке на 2,5 и 9,8% соответственно. Так как для 
всех моделей и выборок добавление индекса RSMII в модели выявления манипуляций 
позволило улучшить надежность на 0,1–9,8%, можно утверждать, что гипотеза 
3 подтвердилась.

Улучшение показателей надежности моделей выявления манипуляций на фон-

довом рынке удалось подтвердить большому количеству исследователей (Xu et al., 

2024; Niu et al., 2023; Liu et al., 2021). В работе (Liu et al., 2021) авторы включили 

индикаторы настроений рынка в модели выявления манипуляций SVM, Logistic, 

Borderline SMOTE–SVM, Borderline SMOTE–Logistic и смогли улучшить про-

изводительность всех моделей. Показатель ROC-AUC для модели SVM увели-

чился c 71,1 до 77,4%, для Logistic с 60,3 до 60,9%, для Borderline SMOTE–SVM 

c 83,7 до 84,4%, для Borderline SMOTE–Logistic c 65,3 до 66,3%.

Подтверждение 3 гипотезы позволяет сделать вывод о том, что интерес к от-

дельным акциям со стороны частных инвесторов способен усилить влияние не-

рыночных факторов на динамику акций компаний. В связи с чем манипуляторы 

могут использовать социальные сети и другие платформы общения частных 

инвесторов, такие как форумы и специальные приложения, с целью оказания 

влияния на акции компании и получения дополнительной прибыли. С учетом 

активного роста влияния частных инвесторов на российском фондовом рын-

ке в моделях, предполагающих выявление манипуляций, обязательно должна 

учитываться интенсивность обсуждения акций в наиболее распространенных 

социальных сетях и форумах. Это позволяет получить более достоверные данные 

о случаях потенциального манипулирования акциями и повысить надежность 

классификационных моделей.

Для проверки четвертой гипотезы нами была произведена проверка значимо-

сти факторов с использованием перестановок (Permutation Importance). Метод 

permutation Importance переставляет один столбец в наборе датасета валидации, 

оставив все остальные столбцы нетронутыми. Признак считается значимым, если 

точность модели падает и его изменение вызывает увеличение ошибок. Также 

при анализе в модель добавляется случайная переменная, чтобы проверить ее 

влияние на итоговую надежность модели и сравнить ее значимость с другими 

признаками. В случае, если случайная переменная окажется более значимой, 

чем один из факторов модели, то такие переменные признаются незначимыми 

и удаляются.
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Рис. 4. Показатели надежности моделей c учетом индекса интенсивности обсуждений акций RSMII 

и без него на тренировочных и тестовых данных

Источник: составлено автором.

Как видно из рис. 5, все факторы модели являются более значимыми, чем 

случайная переменная, поэтому их не требуется исключать, и они войдут в ито-

говую модель. Среди списка факторов наиболее значимыми являются инди-

каторы технического анализа (Stohastic, Momentum, быстрая MACD, разница 

сигнальной и быстрой MACD, RSI), производные индикаторы, рассчитанные 

на основе торговых показателей по акциям (среднее повышение цен закрытия, 

среднее понижение цен закрытия, EMA 26). Показатель обсуждаемости акций 

в социальных сетях (value message) является третьим по значимости фактором 

и играет существенную роль в работе классификационной модели, но первое 

и второе место со значительным запасом занимают сигналы технического анализа 

Stohastic и Momentum. Вспомогательные характеристики, такие как отрасль работы 

компании, котировальный список и рыночная ликвидность не оказывают суще-

ственного влияния на итоговую производительности модели, так как находятся 

ниже медианного уровня значимости факторов. Таким образом, 4 гипотеза о том, 
что при построении моделей искусственного интеллекта для выявления рыночных 
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манипуляций главную роль играют торговые показатели компаний и построенные 
на их основе индикаторы технического анализа, а не показатели интенсивности 
обсуждения акций в социальных сетях, нашла свое подтверждение.

С точки зрения практических результатов подтверждение данной гипотезы 
говорит о том, что при построении моделей выявления манипуляций в первую 
очередь стоит использовать не прямые данные о динамике показателей торгов 
акциями, а производные индикаторы, такие как сигналы технического анализа. 
Также, несмотря на то, что индекс интенсивности обсуждения акций в социальных 
сетях проигрывает по значимости некоторым из сигналов технического анализа, 
его влияние на показатели надежности моделей существенно. Это означает, что при 
построении моделей выявления манипуляций в список переменных обязательно 
стоит включать сигналы, отражающие интерес и сентимент частных инвесторов 
к конкретным акциям.
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Рис. 5. Показатели значимости факторов модели

Источник: составлено автором.

Заключение

В настоящей работе на выборке из 866 подтвержденных и потенциальных слу-
чаев манипулирования российскими акциями показано, что методы машинного 
обучения и искусственного интеллекта позволяют эффективно выявлять случаи 
манипулирования акциями. 

Исследование показало, что для модели на основе метода машинного обучения 
catboost позволяют получить более надежные результаты в выявлении манипуляций 
по сравнению с моделями линейной регрессии. Также установлено, что стеккинг 
модели позволяют лучше определять факт наличия манипуляций по сравнению 
со стандартными моделями машинного обучения. 

В ходе исследования подтвердилось, что добавление в модели выявления 
манипуляций переменной, учитывающей интенсивность обсуждения акций 
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в социальных сетях, позволяет улучшить надежность классификации. Показано, 
что при добавлении в модели авторского индекса интенсивности обсуждения 
акций в социальных сетях Russian social media intensive index (RSMII), их надеж-
ность увеличивается на 0,1–9,8%. 

Также в работе было проведено исследование значимости факторов моделей 
выявления манипуляций акциями и установлено, что ключевую роль в опреде-
лении их эффективности играют торговые показатели компаний и построенные 
на их основе индикаторы технического анализа, а не показатели интенсивности 
обсуждения акций в социальных сетях.
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